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Аннотация. Цель исследования состояла в оценке эффективности методов синтеза данных SMOTE, GAN и VAE в 
задачах прогнозирования послеоперационной фибрилляции предсердий (ПоФП) и внутригоспитальной леталь-
ности (ВГЛ) у больных ишемической болезнью сердца (ИБС) после коронарного шунтирования (КШ). 
Материалы и методы. Проведено одноцентровое ретроспективное исследование, в рамках которого анализи-
ровали данные историй болезней 999 больных ИБС, которым выполнялось плановое КШ. Конечные точки иссле-
дования были представлены ПоФП и ВГЛ. Разработка прогностических моделей выполнялась с использованием 
методов машинного обучения: многофакторной логистической регрессии (МЛР), случайного леса (СЛ) и стохас-
тического градиентного бустинга (СГБ). Для генерации новых образцов миноритарного класса использовали 9 
методов синтеза данных: 5 методов группы SMOTE, методы SOMO, GAN, WGAN и VAE. 
Результаты. Сопоставление критериев качества прогностических моделей ПоФП и ВГЛ, разработанных на ос-
нове реальных и синтетических данных, показало, что для моделей МЛР и СЛ использование синтетических объ-
ектов не ассоциируется с повышением точности прогноза. При использовании метода СГБ для решения задачи 
прогнозирования ВГЛ, в которой объем мажоритарного класса является доминирующим (15 к 1), повышение ка-
чества прогноза было связано только с методом ProWRAS. В тех случаях, когда дисбаланс классов не относится 
к значительным (4 к 1), что соответствует конечной точке ПоФП, использование методов синтеза данных не 
повышает качество прогноза. 
Заключение. Использование методов SMOTE, GAN и VAE не гарантирует повышение точности прогностических 
моделей ПоФП и ВГЛ у больных ИБС после КШ. 

Ключевые слова: синтетические данные, методы синтеза данных, машинное обучение, искусственный интел-
лект, несбалансированная выборка.
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Abstract. The aim of the study was to evaluate the performance of SMOTE, GAN and VAE data synthesis methods in the task 
of predicting postoperative atrial fibrillation (PoAF) and in-hospital mortality (IHM) in coronary heart disease (CH) patients 
after coronary artery bypass grafting (CABG).
Materials and methods. A single-center retrospective study was conducted, in which the medical history data of 999 patients 
with CHD undergoing elective CABG were analyzed. The end points of the study were PoAF and IHM. Development of predictive 
models was performed using machine learning methods: multivariate logistic regression (MLR), random forest (RF) and 
eXtreme Gradient Boosting (XGB). Nine data synthesis methods were used to generate new minority class samples: 5 SMOTE 
group methods, SOMO, GAN, WGAN and VAE methods. 
Results. Comparison of quality criteria for the predictive models of PoAF and IHM, developed on the basis of real and 
synthetic data, showed that for the MLR and RF models, the use of synthetic objects was not associated with an increase in 
prediction accuracy. When using the XGB method to solve IHM prediction problem, in which the majority class volume was 
dominant (15 to 1), only the ProWRAS method was associated with an increase in prediction quality. When class imbalance 
is not significant (4 to 1), which corresponds to the PoAF end point, the use of data synthesis methods does not improve 
prediction quality. 
Conclusion. The use of SMOTE, GAN and VAE methods does not guarantee an improvement in the accuracy of predictive 
models for PoAF and IHM in CHD patients after CABG.

Keywords: synthetic data, data synthesis methods, machine learning, artificial intelligence, unbalanced sampling.
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ВВЕДЕНИЕ
Машинное обучение (МО) все чаще исполь-

зуется в клинической медицине для решения 
прогностических задач, связанных с оценкой 
рисков развития различных заболеваний и их 
осложнений [1, 2]. Особое значение прогнози-
рование неблагоприятных событий имеет для 
кардиологической практики в связи с домини-
рующей смертностью населения в большинс-
тве стран мира от сердечно-сосудистых заболе-
ваний, среди которых важное место занимает 
ишемическая болезнь сердца (ИБС) [3]. Коро-
нарное шунтирование (КШ) является одним из 
основных методов реваскуляризации миокарда, 
позволяющим увеличить продолжительность и 
качество жизни больных. Вместе с тем выпол-
нение КШ связано с риском развития неблаго-
приятных событий, включающих послеопера-
ционную фибрилляцию предсердий (ПоФП) и 
внутригоспитальную летальность (ВГЛ), вероят-
ность развития которых оценивают с помощью 
прогностических моделей, решающих основную 
задачу классификации — отнесение пациентов 
к одному из двух классов: с благоприятным или 
осложненным исходом операции. Количествен-
ный дисбаланс анализируемых групп больных 
является одной из проблем, ограничивающих 
точность прогностических исследований [4, 5]. 
Для ее преодоления используются методы уве-
личения данных за счет генерации «похожих» 
образцов миноритарного класса [6, 7]. 

К основным методам синтеза новых объек-
тов относят группы методов SMOTE (Synthetic 
Minority Oversampling Technique), GAN 
(Generative Adversarial Networks) и VAE (Variational 
AutoEncoder) [8-10]. Методы SMOTE чаще приме-
няют для синтеза клинических данных, а методы 
на основе генеративных нейронных сетей — для 
медицинских изображений и сигналов [11, 12]. 
В последние годы фиксируется возрастающий 
интерес к использованию синтетических образ-
цов для повышения качества прогнозирования 
в клинической медицине [5, 13]. При этом под-
черкивается необходимость дополнительного 
анализа валидности прогностических моделей, 
обученных на синтезированных данных. 

Цель исследования состояла в оценке эф-
фективности методов синтеза данных SMOTE, 
GAN и VAE в задачах прогнозирования ПоФП и 
ВГЛ у больных ИБС после КШ. 

МАТЕРИАЛЫ И МЕТОДЫ
Проведено одноцентровое ретроспективное 

исследование на датасете «Прогностическая 
оценка клинико-функционального статуса па-
циентов с ИБС после КШ» (Rublev V.Yu., Geltser 
B.I., Shakhgeldyan K.I. FEFU. State Registration 
Certificate No. 2022621907, publ. 08/02/2022, 
bul. #8), включающем сведения о 999 больных 
стабильной ИБС, которым в период с 2008 по 
2021 гг. в ГБУЗ «Приморская краевая клиничес-
кая больница №1» г. Владивостока выполнялось 
плановое КШ. Для оценки эффективности мето-
дов синтеза данных были рассмотрены 2 задачи 
прогнозирования неблагоприятных событий с 
разным уровнем дисбаланса классов. Для про-
гнозирования ПоФП выделено 2 группы лиц, 1-я 
из которых (миноритарная) была представлена 
153 (19,1%) пациентами с пароксизмами ПоФП, 
а 2-я (мажоритарная) — 648 (80,9%) больными, 
у которых сохранялся нормальный сердечный 
ритм. В задаче прогнозирования ВГЛ минори-
тарную группу составили 63 (6,3%) больных, 
умерших в стационаре в течение первых 30 су-
ток после КШ, а мажоритарную — 936 (93,7%) па-
циентов с благоприятным исходом операции. В 
задаче прогнозирования ВГЛ дисбаланс классов 
был значительно выше, чем при прогнозирова-
нии ПоФП. Миноритарные группы в обоих слу-
чаях кодировались «1», мажоритарные — «0». 

Статистический анализ данных, характеризую-
щих дооперационный клинико-функциональный 
статус больных ИБС, процедуры отбора потенци-
альных предикторов, их валидация и разработка 
прогностических моделей ПоФП и ВГЛ на основе 
многофакторной логистической регрессии (МЛР), 
случайного леса (СЛ) и стохастического градиен-
тного бустинга (СГБ) были выполнены авторами 
проводимого исследования ранее и представле-
ны в научных публикациях [14, 15]. Предикторы, 
выделенные в этих исследованиях, были исполь-
зованы в настоящей работе для обучения и кросс-
валидации прогностических моделей, а также для 
оценки предиктивной ценности сгенерирован-
ных данных миноритарного класса.

Синтез новых образцов выполнялся 9 метода-
ми: SMOTE, Polynom-fit-SMOTE, Proximity Weighted 
Random Affine Shadow Sampling (ProWRAS), 
Clustering Using Representatives (CURE) — SMOTE 
(CURE-SMOTE), Proximity Weighted Synthetic 
Oversampling Technique (ProWSyn), Self-Organizing 
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Map Oversampling (SOMO), GAN,  Wasserstein GAN 
(WGAN) и VAE только для миноритарных классов. 
Для обучения моделей на реальных и синтезиро-
ванных данных использовали методы МЛР, СГБ 
и СЛ. Кросс-валидация моделей выполнялась 
методом стратифицированного K-Fold по 10 вы-
боркам. Метрики качества моделей при кросс-
валидации включали: площадь под ROC-кривой 
(AUC), чувствительность (Sens) и специфичность 
(Spec), которые оценивали путем усреднения по 
10 валидирующим выборкам. Поскольку синтез 
данных выполнялся только для миноритарного 
класса, то задачей итогового тестирования явля-
лась оценка способности обученных на комби-
нированных данных моделей корректно класси-
фицировать реальные образцы миноритарного 
класса. Поэтому для проверки гипотезы о воз-
можности использования синтетических данных 
для обучения моделей применяли показатель 
Sens, который рассчитывается по формуле:

Sensitivity (Sens) = TP/(TP+FN),
  

где: TP — количество корректно классифици-
рованных объектов класса «1» (миноритарный 

класс), а FN — количество некорректно классифи-
цированных объектов того же класса. Несмотря 
на то, что процедура синтеза данных не рассмат-
ривала мажоритарный класс, мы дополнительно 
рассчитали показатель Spec по формуле:

Specificity (Spec) = TN/(TN+FP)

где: TN — количество корректно классифици-
рованных объектов класса «0» (мажоритарный 
класс), а FP — количество некорректно класси-
фицированных объектов того же класса. Для 
сравнительной оценки методов синтеза анали-
зировали метрики качества, 95% доверитель-
ные интервалы (ДИ) их медианных значений и 
p-value, которые рассчитывали с помощью мето-
да Манна-Уитни. 

Дизайн исследования включал 3 этапа (рис. 1). 
На первом из них из датасета реальных данных 
случайным образом были извлечены 30% объек-
тов, обозначенных набором данных  Т, которые 
имели конечную точку, равную «1». Данные этой 
когорты больных не участвовали в синтезе об-
разцов, обучении и кросс-валидации моделей. 
Они использовались только для завершающего 

Рисунок 1 — Дизайн исследования.
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тестирования моделей, обученных и валидиро-
ванных на комбинации реальных и синтезиро-
ванных данных. Оставшиеся данные (70% объек-
тов с конечной точкой «1» и 100% объектов с ко-
нечной точкой «0»), обозначенные как набор  L, 
были использованы для обучения и кросс-вали-
дации прогностических моделей. На этом этапе 
на основе выявленных ранее предикторов ПоФП 
и ВГЛ были обучены и кросс-валидированы мо-
дели МЛР, СЛ и СГБ, которые авторы рассматри-
вали как baseline-модели. 

На втором этапе исследования к данным на-
бора L были применены 9 методов синтеза дан-
ных. Для обеспечения равномерности исполь-
зования реальных и синтезированных данных 
при обучении моделей генерация выполнялась 
внутри цикла кросс-валидации отдельно для 
каждого из 10 обучающих наборов данных. По-
лученные после синтеза обучающие выборки 
были сбалансированы и содержали как реаль-
ные, так и синтезированные данные. В цикле по 
10 выборкам валидация моделей МЛР, СЛ и СГБ 
выполнялась на реальных данных из набора L 
и на комбинированных данных. При обучении 
и кросс-валидации всех моделей выполнялась 
подгонка гиперпараметров с целью максимиза-
ции метрики AUC, усредненной по 10 валидиру-
ющим выборкам. 

На третьем этапе исследования все модели, 
включая те, которые были разработаны только 
на реальных данных, и те, для обучения которых 
использовались комбинированные выборки, 
были протестированы на 30% выделенных ранее 
данных набора T, имеющих конечную точку «1». 

Для повышения уровня достоверности ре-
зультатов все этапы исследования, начиная со 
случайного извлечения 30% образцов класса 
«1», повторялись 100 раз, а все метрики качества 
усреднялись. Подгонка гиперпараметров моде-
лей выполнялась только на первом шаге этого 
цикла, на следующих шагах они использовались 
без изменений. Конечные точки исследования 
были представлены ПоФП и ВГЛ, которые отли-
чались дисбалансом миноритарного и мажори-
тарного классов различной степени выражен-
ности. Это позволяло оценить влияние данного 
фактора и методов синтеза клинических данных 
на точность прогностических моделей. 

Исследование выполнялись в Python версии 
3.9.18. Для генерации синтетических данных 

были использованы библиотеки с открытым ис-
ходным кодом: smote_variants версии 0.7.3 для 
применения smote методов, keras версии 2.15.0 
для реализации генеративных нейронных сетей. 
Для разработки моделей МЛР и СЛ использова-
на библиотека scikit-learn, версии 1.4.0, а для СГБ 
— xgboost, версии 2.0.3.

РЕЗУЛЬТАТЫ
В настоящем исследовании было рассмот-

рено 2 задачи на одном датасете, в первой из 
которых (прогнозирование ПоФП) дисбаланс 
миноритарного и мажоритарного классов со-
ставлял 20%/80%, а во второй (прогнозирование 
ВГЛ) — 6%/94%. Для прогнозирования ПоФП 
использовали датасет реальных клинических 
данных, включающих показатели 121 пациента 
из класса «1», 716 пациентов из класса «0» и 595 
«синтетических» пациентов. Для заключитель-
ного тестирования использовали показатели 
52 больных из класса «1», которых выделили из 
реального датасета до процедуры синтеза дан-
ных. Прогностические модели ПоФП были раз-
работаны на основе ранее выделенных предик-
торов: возраст больных, концентрация глюкозы 
в крови, показатели электрокардиограммы (про-
должительность PQ, QRS, QT), размеры правого 
предсердия и наличие хронической сердечной 
недостаточности III-IV функционального класса. 
Таким образом, синтетические данные были 
представлены непрерывными и категориальны-
ми показателями. Результаты кросс-валидации 
и заключительного тестирования моделей про-
гноза ПоФП на основе методов МЛР, СЛ и СГБ, 
приведены в таблице 1.

Сопоставление метрик качества прогнос-
тических моделей ПоФП на основе реальных 
(baseline) и сгенерированных данных указывало 
на то, что использование большинства методов 
синтеза не ассоциировалось с повышением точ-
ности прогноза. Так, при разработке моделей на 
базе МЛР ни один из методов синтеза данных не 
повышал их прогностическую точность, а два 
метода вели к статистически значимому сниже-
нию точности (VAE и ProWSyn), что иллюстриро-
валось  по крайне мере одной из двух метрик 
качества: AUC или Sens на когорте T. Модели 
СЛ и СГБ, разработанные на основе синтезиро-
ванных данных, демонстрировали точность на 
уровне baseline-моделей. 
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Таблица 1 —  Метрики качества моделей МЛР, СЛ и СГБ для прогнозирования ПоФП

Методы синтеза Кросс-валидация Итоговое тестирование
Sens, [95% ДИ] Spec, [95% ДИ] AUC, [95% ДИ] Sens, [95% ДИ] Spec, [95% ДИ]

МЛР
SMOTE 0,56 [0,55; 0,58] 0,58 [0,57; 0,6] 0,63 [0,62; 0,64] 0,6 [0,58; 0,62] 0,6 [0,58;0,63]
ProWSyn 0,56 [0,55; 0,58] 0,57 [0,56; 0,59] 0,62 [0,61; 0,63] 0,6 [0,58; 0,62] 0,61 [0,58;0,64]
SOMO 0,6 [0,58; 0,61] 0,6 [0,58; 0,61] 0,63 [0,62; 0,64] 0,61 [0,59; 0,63] 0,59 [0,56;0,61]
CURE_SMOTE 0,59 [0,58; 0,6] 0,58 [0,56; 0,59] 0,63 [0,62; 0,64] 0,6  [0,58; 0,62] 0,62 [0,58;0,65]
Polynom-fit-SMOTE 0,59 [0,57; 0,61] 0,59 [0,58; 0,6] 0,63 [0,62; 0,64] 0,6  [0,58; 0,62] 0,59 [0,56;0,61]
ProWRAS 0,58 [0,57; 0,6] 0,61 [0,6; 0,62] 0,64 [0,62; 0,67] 0,6 [0,55; 0,65] 0,6 [0,57;0,62]
GAN 0,58 [0,56; 0,59] 0,59 [0,58; 0,61] 0,63 [0,61; 0,64] 0,58 [0,54; 0,63] 0,57 [0,55;0,6]
WGAN 0,58 [0,56; 0,6] 0,61 [0,58; 0,63] 0,63 [0,61; 0,65] 0,56 [0,52; 0,61] 0,61 [0,58;0,63]
VAE 0,46 [0,42; 0,49] 0,5 [0,47; 0,52] 0,46 [0,43; 0,49] 0,45 [0,4; 0,51] 0,5 [0,47;0,53]
baseline-модель 
на реальных 
данных

0,6  [0,58; 0,61] 0,6  [0,59; 0,61] 0,64  [0,63; 0,65] 0,61   [0,59; 0,63] 0,6 [0,57;0,62]

СЛ
SMOTE 0,6 [0,59; 0,62] 0,62 [0,6; 0,63] 0,65 [0,64; 0,66] 0,6 [0,58; 0,62] 0,63 [0,61;0,66]
ProWSyn 0,61 [0,6; 0,62] 0,62 [0,61; 0,63] 0,65 [0,64; 0,66] 0,6 [0,58; 0,62] 0,66 [0,63;0,68]
SOMO 0,6 [0,59; 0,62] 0,6 [0,59; 0,62] 0,64 [0,63; 0,65] 0,59 [0,57; 0,62] 0,65 [0,63;0,67]
CURE_SMOTE 0,61 [0,6; 0,63] 0,6 [0,58; 0,61] 0,65 [0,64; 0,66] 0,6 [0,58; 0,62] 0,65 [0,63;0,67]
Polynom-fit-SMOTE 0,6 [0,58; 0,61] 0,6 [0,59; 0,62] 0,64 [0,63; 0,65] 0,58 [0,56; 0,6] 0,64 [0,62;0,67]
ProWRAS 0,6 [0,59; 0,62] 0,62 [0,6; 0,64] 0,65 [0,63; 0,67] 0,59 [0,56; 0,63] 0,65 [0,63;0,68]
GAN 0,59 [0,56;63] 0,63 [0,6; 0,66] 0,65 [0,63; 0,67] 0,57 [0,52; 0,61] 0,66 [0,64;0,68]
WGAN 0,61 [0,59; 0,63] 0,6 [0,58; 0,62] 0,65 [0,64; 0,66] 0,58 [0,54; 0,63] 0,62 [0,6;0,64]
VAE 0,6 [0,57; 0,62] 0,6 [0,58; 0,62] 0,64 [0,61; 0,66] 0,58 [0,54; 0,63] 0,64 [0,62;0,67]
baseline-модель 
на реальных 
данных

0,61 [0,6; 0,63] 0,61 [0,59; 0,62] 0,65 [0,64; 0,66] 0,6 [0,57; 0,61] 0,64 [0,62;0,66]

СГБ
SMOTE 0,6 [0,58; 0,61] 0,61 [0,6; 0,62] 0,65 [0,63; 0,66] 0,58 [0,56; 0,6] 0,62 [0,59;0,65]
ProWSyn 0,58 [0,56; 0,59] 0,61 [0,6; 0,63] 0,64 [0,63; 0,65] 0,58 [0,56; 0,6] 0,65 [0,62;0,68]
SOMO 0,6 [0,58; 0,61] 0,6 [0,59; 0,61] 0,65 [0,63; 0,66] 0,6 [0,57; 0,62] 0,61 [0,59;0,62]
CURE_SMOTE 0,6 [0,59; 0,62] 0,61 [0,59; 0,62] 0,65 [0,64; 0,66] 0,6 [0,58; 0,63] 0,64 [0,62;0,66]
Polynom-fit-SMOTE 0,6 [0,59; 0,61] 0,6 [0,59;0,61] 0,65 [0,64; 0,66] 0,61 [0,59; 0,64] 0,61 [0,59;0,63]
ProWRAS 0,62 [0,6; 0,64] 0,61 [0,6; 0,62] 0,67 [0,65; 0,69] 0,6 [0,57; 0,64] 0,62 [0,59;0,64]
GAN 0,61 [0,58; 0,64] 0,61 [0,59; 0,63] 0,65 [0,63; 0,67] 0,61 [0,56; 0,65] 0,62 [0,6;0,64]
WGAN 0,61 [0,59; 0,63] 0,61 [0,58; 0,64] 0,65 [0,63; 0,67] 0,6 [0,55; 0,64] 0,6 [0,58;0,63]
VAE 0,6 [0,57; 0,62] 0,6 [0,58; 0,63] 0,64 [0,63; 0,65] 0,6 [0,55; 0,64] 0,62 [0,6;0,65]
baseline-модель 
на реальных 
данных

0,6 [0,59; 0,61] 0,61 [0,6; 0,62] 0,65 [0,64; 0,66] 0,6 [0,58; 0,61] 0,61 [0,59;0,63]

Сокращения: МЛР — многофакторная логистическая модель, СЛ — случайный лес, СГБ — стохастический 
градиентный бустинг, SMOTE — Synthetic Minority Oversampling Technique, SOMO — Self-Organizing Map Overs-
ampling, ProWSyn — Proximity Weighted Synthetic Oversampling Technique, ProWRAS — Proximity Weighted 
Random Affine Shadow sampling, CURE-SMOTE — Clustering Using Representatives — SMOTE, GAN — Generative 
Adversarial Networks, WGAN — Wasserstein GAN, VAE — Variational AutoEncoder.
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Для прогнозирования ВГЛ использовали да-
тасет реальных клинических данных, включаю-
щих показатели 58 пациентов из класса «1», 561 
пациента из класса «0» и 503 «синтетических» 
пациентов. Для заключительного тестирования 
использовали показатели 17 больных из класса 
«1», которых выделили из реального датасета 
до процедуры синтеза данных. Для разработки 
моделей ВГЛ использовали ранее отобранные 
предикторы: возраст больных, фракцию выбро-
са левого желудочка, конечный диастолический 
и конечный систолический объемы левого же-
лудочка, среднее давление в легочной артерии, 
размеры левого и правого предсердия, уровень 
нейтрофилов крови, тромбиновое время, кли-
ренс креатинина, наличие сердечной недоста-
точности и стенокардии III–IV функциональных 
классов, экстракардиальной артериопатии, не-
давно перенесенного инфаркта миокарда. Ре-
зультаты кросс-валидации и заключительного 
тестирования приведены в таблице 2. 

Сопоставление метрик качества прогности-
ческих моделей ВГЛ, разработанных на основе 
комбинированных данных, с baseline-прогнозом  
на основе МЛР показало, что использование 
синтетических данных не приводило к улучше-
нию качества прогноза. Модели СЛ с использо-
ванием метода Polynom-fit-SMOTE показывали 
статистически значимое повышение метрики 
AUC и Spec при сопоставимой Sens на когорте T 
(AUC — 0,82 vs 0,8, Spec — 0,78 vs 0,71, Spec на ко-
горте T — 0,81 vs 0,74, p-value < 0,01). Остальные 
методы синтеза данных не оказывали влияния 
на качество прогноза. Для моделей СГБ статис-
тически значимо лучшие результаты ассоции-
ровались с методом ProWRAS, при использова-
нии которого значения AUC (0,82 vs 0,77), Sens 
(0,74 vs 0,7) и Spec (0,75 vs 0,71) значимо возрас-
тали (p-value<0,001). Повышение метрики Sens 
на когорте T (0,77 vs 0,75) не было статистически 
значимым (p-value=0,104). Методы Polynom-fit-
SMOTE и SMOTE показал статистически значи-
мое снижение большинства метрик качества 
(AUC — 0,73/0,74 vs 0,77, Spec — 0,65/0.67 vs 0,71, 
Sens — 0,64 vs 0,7, Sens на когорте T — 0,63 vs 
0,75, p-value < 0,01). Остальные методы синте-
за данных демонстрировали сопоставимые с 
baseline-моделью результаты (AUC — 0,77-0,79 vs 
0,77) и Sens на когорте T (0,75-0,76 vs 0,75) при 
значениях p-value > 0,05.

ОБСУЖДЕНИЕ
В задачах прогнозирования неблагоприят-

ных событий в клинической медицине, где на-
блюдается небольшой размер миноритарного 
класса, важным является вопрос о возможности 
применения синтезированных данных при обу-
чении моделей [11]. Анализ литературы свиде-
тельствует о том, что в кардиологии для реше-
ния проблемы дисбаланса табличных клиничес-
ких данных чаще используют алгоритмы группы 
SMOTE [12]. Для диагностики на основе меди-
цинских изображений или электрофизиологи-
ческих сигналов применяют алгоритмы GAN и 
VAE [12, 16]. При этом в большинстве таких ис-
следований не рассматривается эффективность 
обучения прогностических и диагностических 
моделей на сгенерированных образцах в срав-
нении с использованием реальных данных [17]. 

Для оценки эффективности обучения на ком-
бинированных данных было рассмотрено 9 ме-
тодов синтеза, 5 из которых относятся к базовой 
группе методов SMOTE, используемых для гене-
рации нового синтетического примера, распола-
гая его в пространстве признаков между k-бли-
жайшими соседями из миноритарного класса 
[8]. Эту группу дополняют методы Polynom-fit-
SMOTE, CURE-SMOTE, ProWSyn, ProWRAS. При-
нцип работы Polynom-fit-SMOTE заключается в 
использовании полиномиальных кривых для 
генерации новых синтетических примеров, ко-
торые более точно моделируют распределение 
данных в миноритарном классе [18]. Алгоритм 
CURE-SMOTE кластеризует данные с помощью 
алгоритма CURE, а затем с целью генерации 
синтетических образцов применяется алгоритм 
SMOTE для миноритарного класса в каждом 
кластере [19]. ProWSyn генерирует новые синте-
тические образцы, используя копирование и из-
менение существующих объектов, нахождение 
граничных примеров и их модификацию, сниже-
ние шума с помощью бэггинга [20], а алгоритм 
ProWRAS интегрирует LoRAS и ProWSyn [21]. Для 
генерации синтетических образцов используют 
также метод SOMO, который формирует класте-
ры в двухмерном пространстве, и новые экзем-
пляры создаются как внутри кластеров, так и с 
использованием точек соседних кластеров [22]. 

Помимо базовых методов генерации данных, 
которые основаны на принципе синтеза в бли-
жайшем окружении, в медицине используются 



2024, №4

35

Оригинальные исследования

Таблица 2 — Метрики качества моделей МЛР, СЛ и СГБ для прогнозирования ВГЛ

Методы синтеза Кросс-валидация Итоговое тестирование
Sens [95% ДИ] Spec [95% ДИ] AUC [95% ДИ] Sens,  [95% ДИ] Spec, [95% ДИ]

МЛР
SMOTE 0,72 [0,7; 0,75] 0,73 [0,72; 0,75] 0,78 [0,77; 0,8] 0,76 [0,74; 0,79] 0,75 [0,72;0,78]
ProWSyn 0,73 [0,72; 0,76] 0,73 [0,72; 0,74] 0,79 [0,78; 0,81] 0,76 [0,74; 0,79] 0,75 [0,72;0,78]
SOMO 0,75 [0,72; 0,77] 0,76 [0,75; 0,77] 0,82 [0,8; 0,83] 0,76 [0,73; 0,78] 0,79 [0,76;0,82]
CURE_SMOTE 0,71 [0,69; 0,74] 0,76 [0,75; 0,77] 0,79 [0,78; 0,81] 0,74 [0,72; 0,77] 0,78 [0,75;0,81]
Polynom-fit-SMOTE 0,75 [0,73; 0,78] 0,72 [0,71; 0,73] 0,8 [0,79; 0,82] 0,77 [0,75; 0,8] 0,75 [0,72;0,78]
ProWRAS 0,73 [0,7; 0,75] 0,73 [0,71; 0,75] 0,79 [0,78; 0,81] 0,77 [0,74; 0,79] 0,73 [0,69;0,76]
GAN 0,72 [0,7; 0,74] 0,76 [0,74; 0,79] 0,8 [0,78; 0,81] 0,74 [0,71; 0,77] 0,79 [0,76;0,82]
WGAN 0,75 [0,72; 0,77] 0,74 [0,71; 0,77] 0,79 [0,78; 0,82] 0,73 [0,71; 0,76] 0,81 [0,77;0,84]
VAE 0,73 [0,7; 0,75] 0,77 [0,74; 0,8] 0,8 [0,76; 0,83] 0,74 [0,71; 0,76] 0,78 [0,74;0,81]
baseline-модель на 
реальных данных

0,75 [0,72;0,77] 0,76 [0,75; 0,77] 0,82 [0,8; 0,83] 0,76 [0,73; 0,78] 0,79 [0,76;0,82]

СЛ
SMOTE 0,72 [0,7; 0,74] 0,7 [0,68; 0,72] 0,79 [0,78; 0,8] 0,76 [0,73; 0,78] 0,72 [0,68;0,75]
ProWSyn 0,7 [0,67; 0,72] 0,77 [0,76; 0,79] 0,81 [0,8; 0,82] 0,77 [0,74; 0,8] 0,81 [0,78;0,84]
SOMO 0,70 [0,67; 0,72] 0,73 [0,72; 0,74] 0,8 [0,79; 0,82] 0,73 [0,71; 0,76] 0,77  [0,74;0,81]
CURE_SMOTE 0,7 [0,68; 0,72] 0,7 [0,69; 0,73] 0,78 [0,77; 0,79] 0,76 [0,73; 0,79] 0,71 [0,66;0,75]
Polynom-fit-SMOTE 0,74 [0,72; 0,76] 0,78 [0,77; 0,8] 0,82 [0,81; 0,84] 0,74 [0,72; 0,77] 0,81 [0,79;0,84]
ProWRAS 0,72 [0,71; 0,74] 0,76 [0,73; 0,79] 0,82 [0,79; 0,83] 0,76 [0,74; 0,79] 0,76 [0,73;0,8]
GAN 0,69 [0,67; 0,72] 0,72 [0,69; 0,75] 0,77 [0,75; 0,8] 0,74 [0,71; 0,78] 0,74 [0,7;0,77]
WGAN 0,72 [0,7; 0,73] 0,71 [0,67; 0,73] 0,79 [0,77; 0,82] 0,71 [0,68; 0,75] 0,79 [0,75:0,82]
VAE 0,73 [0,71; 0,75] 0,71 [0,69; 0,73] 0,8 [0,77; 0,82] 0,75 [0,72; 0,78] 0,77 [0,73;0,8]
baseline-модель на 
реальных данных

0,72 [0,69; 0,74] 0,71 [0,7; 0,72] 0,8 [0,78; 0,81] 0,74 [0,71; 0,78] 0,74 [0,71;0,78]

СГБ
SMOTE 0,65 [0,63; 0,68] 0,67 [0,66; 0,69] 0,74 [0,72; 0,75] 0,7 [0,68; 0,73] 0,71 [0,68;0,75]
ProWSyn 0,73 [0,7; 0,74] 0,7 [0,68; 0,71] 0,79 [0,78; 0,8] 0,76 [0,74; 0,79] 0,74 [0,71;0,78]
SOMO 0,71 [0,69; 0,74] 0,7 [0,69; 0,72] 0,77 [0,76; 0,79] 0,75 [0,71; 0,76] 0,73 [0,7;0,76]
CURE_SMOTE 0,71 [0,68; 0,73] 0,74 [0,72; 0,75] 0,79 [0,78; 0,81] 0,73 [0,69; 0,76] 0,79 [0,76;0,82]
Polynom-fit-SMOTE 0,64 [0,62; 0,67] 0,65 [0,64; 0,72] 0,73 [0,71; 0,75] 0,63 [0,6; 0,66] 0,75 [0,7;0,8]
ProWRAS 0,74 [0,72; 0,76] 0,75 [0,74; 0,76] 0,82 [0,8; 0,83] 0,77 [0,74; 0,8] 0,78 [0,75;0,81]
GAN 0,7 [0,69; 0,72] 0,71 [0,68; 0,73] 0,78 [0,76; 0,81] 0,77 [0,74; 0,79] 0,72 [0,69;0,76]
WGAN 0,7 [0,68; 0,72] 0,72 [0,69; 0,74] 0,78 [0,77; 0,79] 0,74 [0,71; 0,77] 0,76 [0,72;0,79]
VAE 0,71 [0,69; 0,74] 0,72 [0,69; 0,74] 0,78 [0,76; 0,81] 0,75 [0,72; 0,79] 0,75 [0,72;0,78]
baseline-модель на 
реальных данных

0,7 [0,67; 0,72] 0,71 [0,7; 0,73] 0,77 [0,76; 0,78] 0,75 [0,72; 0,77] 0,75 [0,72;0,78]

Сокращения: МЛР — многофакторная логистическая модель, СЛ — случайный лес, СГБ — стохастический 
градиентный бустинг, SMOTE — Synthetic Minority Oversampling Technique, SOMO — Self-Organizing Map Overs-
ampling, ProWSyn — Proximity Weighted Synthetic Oversampling Technique, ProWRAS — Proximity Weighted Ran-
dom Affine Shadow sampling, CURE-SMOTE — Clustering Using Representatives - SMOTE, GAN — Generative Adver-
sarial Networks, WGAN — Wasserstein GAN, VAE — Variational AutoEncoder

генеративные нейронные сети [9]. К наиболее по-
пулярным относятся генеративно-состязательные 
нейронные сети — GAN, WGAN и VAE. GAN состоят 
из двух нейронных сетей: генератора и дискрими-
натора, первый из которых создает синтетичес-
кий объект, а второй оценивает на соответствие 

реальному [23]. WGAN является улучшенной вер-
сией GAN [24]. Автоэнкодеры VAE представлены 
комбинацией двух соединенных нейросетей: эн-
кодера и декодера [10]. Энкодер принимает вход-
ные данные и преобразует их в более компакт-
ную форму. В свою очередь, декодер использует 
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преобразованные данные для трансформации их 
обратно в оригинальное состояние. 

Анализ эффективности методов синтеза дан-
ных выполнялся на решении двух задач прогно-
зирования ближайших результатов КШ у боль-
ных ИБС: ПоФП и ВГЛ. По данным литературы 
ПоФП фиксируется у 20–40% больных ИБС после 
КШ, а ВГЛ — у 2–6% больных [14, 15]. Дизайн ис-
следования обеспечивал корректность провер-
ки гипотезы о способности обученных на «син-
тетических» (комбинированных) данных моде-
лей прогнозировать неблагоприятные события 
в форме ПоФП и ВГЛ. Авторами были отделены 
30% реальных данных миноритарного класса 
от процессов синтеза искусственных объектов, 
обучения и кросс-валидаций моделей. Для оцен-
ки эффективности методов синтеза в задачах 
разработки прогностических моделей исполь-
зовали 2 метрики: усредненную AUC при кросс-
валидации и Sens на когорте T (итоговое тести-
рование моделей на неизвестных для методов 
синтеза реальных данных класса «1»).

 Для моделей на основе МЛР ни один из 
методов не обеспечил статистически значимое 
повышение качества прогноза. Для моделей СЛ 
на основе синтетических данных при прогнози-
ровании ПоФП не удалось добиться повышения 
метрик качества, а при прогнозировании ВГЛ 
статистически значимые различия фиксирова-
лись для метода Polynom-fit-SMOTE по метрикам 
AUC (0,82 vs 0,8), Spec (0,78 vs 0,71) и Spec на ко-
горте T (0,81 vs 0,74)  p-value < 0,01, другие мет-
рики статистически значимо не различались. 
При использовании для прогнозирования ПоФП 
моделей СГБ также не удалось добиться повы-
шения метрик качества, а для прогнозирования 
ВГЛ единственным методом синтеза, который 
обеспечил увеличение точности прогноза на 
комбинированных данных, был  ProWRAS (AUC 

— 0,82 vs 0,77), Sen (0,74 vs 0,7) и Spec (0,75 vs 0,71) 
с p-value<0,001. Тестирование этой модели на ре-
альных данных миноритарного класса не пока-
зало статистически значимых улучшений (Sens 
на когорте T — 0,77 vs 0,75 при p-value = 0,104). 

ОГРАНИЧЕНИЕ ИССЛЕДОВАНИЯ
Исследование ограничено использованием 

только клинических данных. В связи с этим по-
лученные результаты не следует транслировать 
на медицинские изображения и сигналы. Кроме 
того, в данной работе рассмотрено ограничен-
ное число методов синтеза данных. При расши-
рении их спектра могут быть получены резуль-
таты, отличающиеся от тех, которые были пред-
ставлены в данной работе. 

ЗАКЛЮЧЕНИЕ
Результаты исследования показали, что исполь-

зование большинства известных методов синтеза 
данных, относящихся к группам SMOTE, GAN и VAE, 
не ассоциировалось с повышением точности про-
гностических моделей ПоФП и ВГЛ у больных ИБС 
после КШ. Исключение составил метод ProWRAS в 
модели СГБ, который обеспечил значимое повы-
шение точности прогноза ВГЛ на комбинирован-
ных данных при отсутствии таковой на реальных. 
Перспектива дальнейших исследований по этой 
проблеме связана с разработкой новых методов 
синтеза данных, учитывающих различия минори-
тарного и мажоритарного классов. 
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